Redes Neurais na Avaliacao de
Risco de Credito: Modelagem e
Aplicacoes

dy s




Bancos e Modelos Estatisticos
Atualmente, diversas frentes de um banco utilizam modelos estatisticos
e Previsaode Demanda e Gestao de Liquidez
e Marketing e Segmentacao de Clientes
e Deteccaode Fraudes

e Avaliacao de Risco de Crédito
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Modelos Utilizados

e Previsaode Demanda e Gestao de Liquidez
— Modelos de Séries Temporais

ARIMA, GARCH e Redes Neurais
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Modelos Utilizados

e Marketing e Segmentacao de Clientes
- Modelos de Aprendizado Nao Supervisionado

K-Means, Misturas, Fuzzy e Redes Neurais
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Modelos Utilizados

e Deteccao de Fraudes e Avaliacao de Risco de Crédito
- Modelos de Aprendizado Supervisionado
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Aprendizado Supervisionado
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Aprendizado
Supervisionado

Classificagao Regressao

- . Decision Tree e Regression Tree Regresséo Linear
RGOl al] Random Forest -



Redes Neurais

e Utilizadas em Regressao e Classificacao
e Bom Desempenho em Dados Assimétricos e Nao Lineares

e Diversas Arquiteturas Utilizadas
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Arquitetura Base de uma Rede
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Arquitetura Base de uma Rede

e Camadas, Hiperparametros e Funcao de Ativacao
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Arquitetura Base de uma Rede -
Camadas

INPUT LAYER HIDDEN LAYER OUTPUT LAYER

Dados sao introduzidos na rede Coeficientes sao estimados\calculados  Classificacao final
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Arquitetura Base de uma Rede -
Hiperparametros

e Modificam as principais estruturas de uma rede
e precisam passar por um processo de tuning
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Arquitetura Base de uma Rede -

Hiperparametros
Hyperparameter Funcgao
Learning Rate Controla o tamanho do passo em cada iteracido ao mover-se em direcao ao

minimo da funcao de perda.

Number of Define o numero de passagens completas através do conjunto de dados de
Epochs treinamento.
Batch Size Numero de amostras de treinamento usadas em uma iteracéo para atualizar os

parametros do modelo.
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Arquitetura Base de uma Rede -

Hiperparametros
Hyperparameter Funcgao
Number of Layers Quantidade de camadas ocultas na rede neural.
Number of Neurons per Quantidade de neurbnios em cada camada oculta.
Layer
Activation Functions Fungoes aplicadas a saida de cada neurdnio para introduzir nao-linearidade

(ex. ReLU, Sigmoid, Tanh).
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Arquitetura Base de uma Rede -
Funcoes de Ativacao

e Introduzem Nao Linearidade a Rede
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Arquitetura Base de uma Rede -
Funcoes de Ativacao

Activation Functions
Sigmoid |
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tanh
tanh(z)

RelLU
max (0, x)

N

Leaky RelLU )
max(0.1z, x)

Maxout
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Arquitetura Base de uma Rede -
Como a Rede Aprende



REDE E INICIADA ===
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Arquitetura Base de uma Rede -

Como a Rede Classifica

e [nformacoes sdo passadas
“para frente”

e (Cada perceptronrecebe
dados + pesos + viés e
aplica na funcao de ativacao

e Se processo continua atéo
output layer
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O Problema
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Avaliacao de Risco de Crédito

Novo Cliente Solicita

Crédito

Passo 1

/O\O/O\O

Passo 2 Passo 4

Cliente Envia Banco Estima um Valor

Informagdes ao Banco Otimo de Crédito




Caracteristicas dos
Dados

e Treinar tal modelo é complicado pois apresenta alto
grau de desbalanceamento

e Muitas relacoes sao ndo lineares

e O numero de variaveis escala rapidamente

e ANN é uma 6tima alternativa para tais problemas
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Dados Utilizados

e Credit Card Approval Prediction, localizados no Kaggle
e Utilizados na competicao AICVS's Kaggle
e 36456 observacoes

e 17/ variaveis que quando organizadas totalizaram 46 features
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Variaveis Numéricas

PY D | as E m p regad oS Distribuicdo de Var. Numéricas

Dias Empregados

e Idadeem anos
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Distribuicdo de Var. Numéricas
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Variaveis Binarias

O Canditato Possui

L] L]
e Seocandidato possui: o e
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Total
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Variaveis Categoricas

Grau de Educacao

Variaveis Categoricas

Educacéo

3e+05-

Emprego
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Higher education

Estado Civil
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Definicao do Modelo e do processo
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Single Layer Perceptron (SLP)

e Pertence 4 classe das Feed-Forward Network

e Secaracteriza por possuir apenas 1 hidden layer

Input Hidden Output
Layer




Fluxo de Trabalho

Tidymodels

Split Inicial e Online Sampling (rsample)
Feature Engineering (recipes)
Construcado do Modelo (parnsip e brulee)
Hypertuning (tune e dials)

Avaliacdo Final (yardstick)



Fluxo de Trabalho




Fluxo de Trabalho - Passo 1
Split Inicial

e Dados extremamentes desbalanceados
e Oversampling ou Downsampling (recomendado para arvores)

e Online Sampling - a cada epoch(interacao), seu batch é
amostrado de maneira estratificada
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Fluxo de Trabalho - Passo 1

Split Inicial
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Sampling Process

using one or a
combination of
methods such as:

e Clustering

e Convenience

e Quota

e Simple Random
e Snowball

e Stratification

e Systematic

Sample Data

®
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Fluxo de Trabalho - Passo 1
Split Inicial

e /5%detreino25% teste

e Online Sampling com estratificacao utilizado para o treinamento
da Rede
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Fluxo de Trabalho - Passo 2
Feature Engineering

e Criacaode 46 features baseadas nas 17 variaveis
originais

e Padronizacao e Normalizacao

e Remocao de Variaveis com varianciaO

e Criacaode Variaveis Dummies
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Fluxo de Trabalho - Passo 3

Definicao do Modelo

m Aﬁjf

SPL com funcao de ativacao RELU
Epochs = 100

Batch = online sampling (200 obs)
Hidden Units = Tune

Learning Rate = Tune



Fluxo de Trabalho - Passo 3
Hypertuning

e Apesar de ser um boa pratica, gasta muito tempo
e Definiu-se 10 niveis para a tunagem de cada hiperparametro
e Totalde 100 redes estimadas

e Tempo total da tunagem foi de aproximadamente 2 horas
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Fluxo de Trabalho - Passo 3

Hypertuning

Rede é Iniciada

Valores de tune
sao passados

zenamento p .
AT Rede é Estimada
uma Métrica

Calcula-se métricas Pesos e Vieses

do modelo estimado sao calculados

Maior Tempo Gasto



Fluxo de Trabalho - Passo 3
Hypertuning

Hypertuning

hidden_units

e 3 Perceptrons 9 4o, f

e 0.01Learning Rate i

learn_rate

AUC
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Hypertuning
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Fluxo de Trabalho - Passo 4
Avaliacao do Modelo Final

B2

O1 status



status
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Fluxo de Trabalho - Passo 4
Avaliacao do Modelo Final

= Workflow [trained]

Preprocessor: Recipe
Model: mlp()

— Preprocessor
4 Recipe Steps

step_dummy()
step_mutate()
step_zv(Q)
step_normalize()

— Model
Multilayer perceptron

relu activation

3 hidden units, 149 model parameters
27,341 samples, 46 features, 2 classes
class weights 0=1, 1=1

weight decay: 0.001

dropout proportion: 0

batch size: 27341

learn rate: 0.01

training set loss after 100 epochs: 0.0289




Conclusao
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Fluxo de Trabalho - Passo 4
Avaliacao do Modelo Final

e Métricas

set AUC Recall
e Recall =FP/FP+FN

Treino 0.85 0.82
e AUC=Areasobacurva Teste 0.79 0.77
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Conclusao - Proés

e Online Sampling apresentou um bom desempenho para o
problema de desbalanceamento

e Relu captou bem relacées nao lineares dos dados
e Redeteve bom desempenho com muitas variaveis categoricas

e Modelo com alto poder preditivo
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Conclusao - Contras

e Tunar hiperparametros é uma tarefa demorada mesmo para a
rede mais simples

e Feature Engineering demanda mais tempo que para um modelo
mais simples

e Possuium baixissimo grau de interpretabilidade

e RedesaindandoumatarefaparaoR
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https://www.tidymodels.org/learn/models/parsnip-nnet/
https://www.tidymodels.org/learn/models/parsnip-nnet/

Muito Obrigado

Valeu Tchurma!!
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